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全方位画像からの推定深度情報を用いた深層学習による空間の評価予測 

 

大阪市立大学大学院生活科学研究科 衣川 雛  

大阪市立大学大学院生活科学研究科 瀧澤 重志 

 

１．はじめに 

都市計画やランドスケープの分野では，景観の印象や環境工

学的な評価を行うために，画像を用いた分析が広く行われてい

る．例えば，ある地点から見える空の量を示す天空率や，緑の

量を示す緑視率が一般的に使用されている．このような研究を

行うには，地図に紐づいた網羅的な画像データベースが必要に

なるが，Google Street View (GSV)のような大規模な画像データ

が整い，このような分析が意味を成すようになってきている．

一般に，画像を使用して空間を評価する場合，画像から意味の

ある計算可能な指標を抽出する必要がある．しかし，特に空間

の印象を考えた場合，それに影響を与える画像の特徴は，複雑

であったりあいまいであったりと，必ずしも明示的に定義する

ことができない性質を有していると考えられる． 

近年になって，画像から特徴量を自動的に抽出し，分類，回

帰等に用いる，深層畳み込みニューラルネットワーク（Deep 

Convolutional Neural Network: DCNN）の技術が急速に発展して

おり，現在のAIブームの基盤技術となっている．大量のGSV

の画像とDCNNを使って，都市の景観評価をモデル化した例

として，Liu ら（2017）1)，Law ら（2017）2)等の研究がある．

彼らの研究では，通常の画角のRGB画像を使っている．RGB

画像は色やテクスチャ的な特徴を捉えるのに適していると考

えられる．一方，空間は見通しや広さといった幾何的な特徴も

重要である．こうした空間の特徴は，従来からスペースシンタ

ックスと呼ばれる空間分析方法によって研究がなされてきた

が，現在の機械学習の技術では，直接幾何的な特徴を捉えるこ

とは難しい．Takizawaら（2017）3)は，ゲームエンジンのUnity

で構築されたCGの都市空間内で，全方位のRGB画像と深度

画像を多数撮影し（図-1），これらの画像を入力データとして，

DCNN により別途行った仮想都市景観の評価実験結果を推定

する評価モデルを作成した．その結果，RGB 画像に深度画像

を追加することで，分類精度の向上や人の判断に近いCNNが

学習できることを明らかにした．ちなみにこの全方位の深度画

像はいわゆる Isovist4)（図-2）の3次元バージョンであり，これ

まで幾何学的なアプローチで分析されてきたが，DCNN を用

いることにより，特徴量を明示することなく画像ベースで分析

している点で，新しい分析方法の提案になっている． 

 

 
図－１ 全方位のRGB画像（左）とその深度画像（右） 

深度画像は色が黒いほど近く，赤くなるほど遠景となる 

 
図－２ 2次元のIsovist 

 

CGでは正確な深度画像が生成できるが，我々が検証を行い

たい現実の都市空間の深度画像を得ることは容易ではない．例

えば，3次元レーザースキャナーやフォトグラメトリを使用し

ても，低コストで網羅的に都市スケールでの深度画像を得るこ

とは依然として困難である． 

以上の背景から本研究では，CG で作成した全方位の RGB

画像と深度画像のペアを，深層学習による汎用的な画像変換手

法である pix2pix5)を用いて学習し，全方位のRGB空間画像か

ら深度画像を生成する方法を提案する．そして，条件を変えて

学習したモデルを，GSVの画像に適用して深度画像を生成し，

その妥当性を目視で評価する．さらに，GSV の景観画像を複

数の被験者で評価する実験を行う．その評価値を，CNN のラ

ンク学習によって深度画像を含めた/含めない GSV の画像か

ら推定するモデルを構築する．そして，深度画像の有無により，

この景観評価モデルの汎化性能がどの程度変化するのかを確

認し，実空間における深度画像の有効性を確認する． 

ちなみに，本研究のようにCGを用いて全方位の深度画像を

含む大量の都市景観の画像を生成し，深層学習の学習データと

する先駆的な試みとして，SYNTHIA Dataset6)がある．一方，

我々の研究の場合は，日本の都市景観が対象であること，画像

の撮影高さをGSVの車載カメラの高さとする点，車や歩行者

を含めた深度画像ではなく都市空間のみの深度画像を生成す

ることが目的であるといった点で，違いや独自性がある． 

 

２．提案方法1：深度画像の生成 

以下に一つ目の提案方法である深度画像の生成法について，

研究方法の手順を示す． 

２．１ 3Dの都市空間モデルの構築 

既往研究と同様にゲームエンジンのUnityを用い，対象とな

る都市の3Dモデルを用意する．3Dモデルとして，CGマーケ

ットで販売されている3D都市モデルのデータセット 7)の中か

ら，リアリティが高く実際の日本の都市空間に忠実なものを選

んで使用した．本研究では，渋谷を模した渋谷モデル（図-3a）

と，日本の地方の市街地を模した地方都市モデル（図-3b）の2

つのモデルを使用した．また，GSV 画像に学習したモデルを

適用することを踏まえ，CGの 3Dモデルを実際の街路空間の

状況に近づけるために，街路上に人や車のモデルを設置した．

オリジナルの3Dモデルの空間の範囲は，現実の空間に近い距 
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      (a) 渋谷モデル     (b) 地方都市モデル 

図－３ 使用した敷地モデル 

 

離画像を取得するほどには広くないため，同じモデルをコピ

ー・拡張し，遠方のビル等を疑似的に表現した．なお，教師デ

ータとして使用する深度画像は，奥行きの空間情報のみを取得

するために，人や車などの空間にとって障害物となるオブジェ

クトを除いて生成させている．また，実際の風景写真は，同じ

場所の天気，季節，時間帯によって大きく変化するため，Unity

の天気アセットを使用して，太陽の高度や空などの環境条件を

変更した．特に，後述するように空の色は距離画像の生成に大

きく影響するため，青空と曇り空のモデルを設定する． 

２．２ 全方位画像の撮影 

用意した 2 つの都市モデルのそれぞれで，カメラの高さを

2.05mに設定した．これは日本のGSVの車載カメラの高さで

ある．次に，図-4のように3Dモデルの平面画像をGISに入力

し，路上を中心に複数の撮影スポットを各モデルで 550 点ず

つランダムに設定した．それらの観測地点の座標をUnityに読

み込み，各地点で全方位の RGB 画像と深度画像を撮影する．

全方位画像の撮影には，Unity のカメラアセットである

Spherical Image Cam（現在は販売中止）を利用した．同一地点

でカメラを20度ずつ回転させて，18枚の全方位画像を撮影す

ることで，データ数を増やしている． 

 

 

図－４ 地方都市モデルにおける撮影地点 

 

２．３ 学習用のデータセットの作成 

pix2pixを使用して，全方向RGB画像から深度画像を生成す

るためのモデルを学習させる．pix2pix は深層学習に基づく画

像生成アルゴリズムの一種で，ペアの画像から画像間の関係を

学習することで，1枚の画像からその関係を考慮して対となる

画像を生成する技術である． 

深度画像の生成結果を図-5に示す．例えば，図-5aに示した

RGB 画像と図-5b の深度画像のような 2 枚の画像のペアの集

合をもとに，画像の関係性を学習させたモデルに対して，図-

5aを入力すると，図-5cのような推定された深度画像が生成さ 

 

(a)入力RGB画像    (b)入力深度画像    (c)推定深度画像 

図－５ 深度画像の生成結果 

 

れる．学習のためのデータセットは，二つの空間モデルと，そ

れらを組み合わせた混合空間モデルの 3 通りを考える．同様

に，空のモデルを，青空，曇天，それらを組み合わせた混合空

モデルの 3通りを考える．最終的に，表-1に示した 9通りの

空間モデルを準備し，それぞれで全方位画像を撮影して学習用，

検証用の画像データセットを構築した．学習用と検証用のデー

タの比率はすべてのモデルで3:1とした．建物内部が映り込ん

でしまった画像を省き，最終的に M1a，M1b では合計 10044

枚の画像を，M2a，M2b では合計 3925 枚の画像を使用した． 

 

表－１ 学習に用いたモデルの組み合わせ 

 空モデル 

空間モデル a.青空 b.曇天 c.混合 

1. 渋谷モデル M1a M1b M1c 

2. 地方都市モデル M2a M2b M2c 

3. 混合 M3a M3b M3c 

 

２．４ 学習結果と検証 

 以下に，提案方法1の学習と検証を行った結果を示す． 

２．４．１ pix2pixの学習 

pix2pix は PyTorch8)で実装されたもの 9)を用い，学習のエポ

ック数を400，その他はデフォルトの設定として学習を行った．

学習時に得られる損失関数のグラフから精度を評価する．

pix2pix では，画像生成を行う生成器と，その画像が本物か偽

物かを判定する判定器から構成されている．今回は，画像の真

偽を評価する判定器の損失関数の収束度合いから精度を確認

した．図-6は，M2bを 400エポックまで学習させた際の，損

失関数（D_fake）の収束例である．若干の揺らぎが見られるも

のの，学習の進展により損失関数の値が減少していくことが見

てとれる． 

 

 
図－６ 損失関数の例 (D_fake) 
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２．４．２ GSVによる学習モデルの検証 

GSV の全方位画像を入力し，生成された深度画像がどの程

度現実に即しているかを目視により評価する．GSVの画像は，

大阪府内の都市部からサンプリングした．結果の例を図-7 に

示す．表-1 の 9 つのモデルの中で，最も結果が良かったのは

M2bモデルであった．そのほかのモデルは，例えばモデルM1a

やM3aの結果のように，特に空の部分の距離が不正確になっ

てしまっている． 

 

 

図－７ 異なるモデルによる推定深度画像の例 

 

３．提案方法2：推定深度画像とランク学習によるGSV画像の

評価予測 

 推定深度画像の有効性を確認するために，GSV 画像の印象

評価実験を行い，その評価値をGSV画像から推定するランク

学習を行う．その手順を以下に示す． 

３．１ 印象評価実験 

3.3に示すランク学習のデータとするために，GSVの画像を

Oculus Riftに投影し，印象評価実験を行う．GSVの画像は大阪

府市内の住宅街と繁華街から，それぞれ50枚ずつサンプリン

グし，合計 100 枚の画像を用いた．収集した GSV の景観を，

｛よい = 4，やや良い = 3，やや悪い = 2，悪い = 1｝の4段階

で評価する．10 人の建築系の学生を被験者とし，疲労や飽き

の問題を考慮して各被験者が50枚の画像を評価することとし

た．この際，1枚の画像をちょうど5人で評価するよう，各被

験者にランダムに画像を割り当て提示した．各画像の評価値の

平均値をその画像の評価値としてランク学習に用いる．評価値

が高い場所，平均的な場所，低い場所の画像例を図-8に示す． 

 

 

(a) 高 (3.4)   (b) 中 (2.2)  (c) 低 (1.0) 

図－８ 印象評価実験による評価値が異なる画像の例 

 

３．２ GSV画像のRGBD画像の作成 

前述した深度画像作成モデルにより，被験者実験で用いた

100枚のGSVの各画像について，深度の推定画像を作成した．

この時，目視で最も結果が良かった Japan Blocksの曇り空モデ

ルを用いて推定を行った．しかし，図-9aのように，空部分の

誤推定が目立ったため，Semantic Segmentation (SS) により空部

分を抽出し(図-9b)，図-9aの該当ピクセルの値を最大値（赤色）

とするフィルタリング処理を行った(図-9c)．SSのモデルには，

DeepLab V310)の xception71_dpc_cityscapes_trainval を用いた．

そして，元のGSVのRGB画像を，1チャンネルあたり8ビッ

トの合計 4チャンネルのRGBAフォーマットに変換し，それ

を256*256ピクセルのサイズにリサイズし，同サイズの深度画

像のR成分の値を，そのAlphaチャンネルに格納することで，

RGBD の 4 チャンネルの画像を作成した．次に，カメラの撮

影角度によるバイアスを減らすために，各画像を同一地点で

36度ずつ回転させ10枚の画像に増やす．全方位画像は正距円

筒図として記録されているので，各画像を垂直方向に10等分

し，その左端を右端に入れ替える処理を逐次行うことで，カメ

ラを36度ずつ回転させて撮影した画像になる．このようにし

て合計1000枚のGSVのRGBD画像を作成した． 

 

 

(a) 推定深度画像      (b)SS画像      (c)フィルタリング 

後の推定深度画像 

図－９ 深度画像のフィルタリング例 

 

３．３ DCNNによるランク学習モデル 

先に求めた景観画像の評価値を画像から推定するモデルを

作成するために，CNNを用いたランク学習モデルを適用する．

ランク学習は対象の順序を目的変数とする機械学習のタスク

である．ランク学習には，データの学習のさせ方で大きく分け

て3種類の方法がある．ここでは，データのペアの評価値の大
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小を相対的に比較するpair-wise modelであるRankNet 11)の考え

方でランク学習を行う．画像が最大で 4 チャンネルの入力デ

ータなので，一般的な画像分類のCNNをベースとして，その

画像入力層のチャンネル数を 3 から 4 チャンネルに変更し，

さらに出力が実数のスカラー値なので，最終層のシグモイド関

数の全結合層を，単純な線形結合でスカラー値を返す層に変更

した．基本となるCNNに，1000クラスの ImageNetで事前学

習が行われたResnet-15212)を用い，その全パラメータをファイ

ンチューニングする形で学習を行う．各トレーニング画像に対

して，その他の画像を 1 枚ランダムサンプリングしてペアを

作ってロスを求めることを，すべてのトレーニング画像で行う

ことで1エポックとした． 

撮影地点が100地点と深層学習を行うには少ないので，各撮

影地点についてカメラの角度が 0 度の画像をテストデータと

し，残り900枚の画像について，75地点の画像を学習データ，

25 地点の画像を検証データとして画像をランダムに分割した．

結局，トレーニングデータ 675枚，Validationデータ 225枚，

テストデータ 100 枚の構成で学習と検証を行った．深層学習

のフレームワークにはPyTorchを用いた．学習のハイパーパラ

メータを以下に示す．エポック数=500，最適化手法=Momentum 

SGD，モーメント=0.9，学習率=0.001，weight decay＝0.00001，

ミニバッチサイズ=338．なおRankNetの学習では，学習ペアの

クロスエントロピーの平均が誤差関数に用いられるが，ペアの

作り方でその値が変わってくるので，最終的なモデルの評価は，

各データセットのすべての画像の推定された評価値の順位に

関するスピアマンの順序相関係数（SRCC）で行った． 

３．４ 学習結果と検証  

図-10に，RGBとRGBD画像をそれぞれ用いた際の，学習

時の学習データと検証データでの SRCC の推移を示す．この

図から，学習データについてはRGB画像のほうが精度が高い

が，検証データでは，RGB 画像で学習したモデルは，ほとん

ど予測ができていないどころか，反対の評価を行う誤った方向

にモデルが学習されていくことがわかる．一方，RGBDデータ

ではSRCCが0.3程度と必ずしも高くは無いが，検証データで

もある程度，評価値の予測ができていることがわかる． 

検証データで最も SRCC が高かったのは RGB データで 13

エポック後，RGBD データでは初期の不安定な学習時を除く

と 196 エポック後であった．これらのエポックでのモデルを

ベストモデルとして，それらをテストデータで評価した際の

SRCCを表-2に示す．テストデータは学習データと同一撮影地

点の異なる角度で撮影された画像を含むので，学習データで使

った場所と検証データで使った場所に分けてSRCCを求めた．

結果は，前述した図-1の結果を支持するものであり，RGB画

像で学習させたモデルの汎化性能がほとんどない一方で，

RGBD画像で学習させたモデルはそのSRCCが0.41であり，

人の嗜好とやや相関がある評価モデルが作成できたといえる． 

以上の結果から，深度画像は現実の空間の写真を利用した空

間評価において有用であると結論付けられよう． 

 

 

 
図－１０ 学習データと検証データのSRCC各エポックの推移 

 

表－２ テストデータの各モデルによるSRCC (p値) 

画像データ 学習データ 検証データ 

RGB 0.743 (p<0.001) 0.045 (p=0.830) 

RGBD 0.742 (p<0.001) 0.411 =0.041) 

 

４．おわりに 

pix2pix を用いて，全方位画像からその深度画像を生成する

手法を提案し，CG を学習データとして用いて学習を行い，

GSV の画像で検証を行ったところ，学習データによっては，

違和感のない深度画像を生成できることが分かった．さらに，

生成された深度画像を景観評価のランク学習のデータとして

用いることで，学習モデルの汎化性能を大きく向上させること

ができた．したがって，深度画像が画像を用いた景観評価など

に不可欠な情報になりうることが示された．今後は，生成され

た深度画像の深度の詳細な評価と精度の向上が必要である． 
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