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１．はじめに

本研究では，複数のディープラーニング手法を用いて，一般

的な RGB の画像情報に加えて，空間の奥行に対応する幾何情

報を深度マップとして表現することで，両者を同じ画像解析

の枠組みで扱うことができる，一人称視点の新しい空間モデ

リング・解析手法を開発・検証するものである．今回報告する

のは，以前の Kinugawa らの研究 1）から発展したもので，以前

の研究との主な違いは，全方位画像および一般的な長方形の

画像に対応する CNN の導入，生成された深度マップの精度評

価，および景観の嗜好予測の分類問題から空間因子予測の回

帰問題へと変更したことである．これらの変更により，開発し

つつある方法を発展させ，より厳密に検証することを行う．

２．提案手法 

提案方法のフレームワークを図 1 に示す．フレームワーク

は大きく 2 つの部分に分かれている．はじめに，CG ベースの

都市空間モデルを用意する．全方位画像と深度マップを仮想

空間で捉え，ペアとなる画像を収集した．次に pix2pix2)を使用

して，全方位画像から深度マップを生成するモデルを構築す

る．その際，CG らしさを緩和させるために WCT23)を用いて

スタイル変換を行った．その後，大阪市内住吉区における全方

位画像の都市景観画像の印象評価実験を行う．実験に使用し

た全方位画像ごとに前のパートで学習した pix2pix モデルを

使用して深度マップが生成され，セマンティック・セグメンテ

ーション（SS）4)によって，空部分のノイズフィルタリングを

行う．その後，フィルタリング済みの深度マップ，全方位画像，

色の情報を 1 チャンネルで保持するグレースケール画像，SS

画像を用いて CNN による印象評価値予測を行う．最後に，深

度マップの有用性を全方位画像の評価値を予測する回帰モデ

ルの精度によって検証する．

以下では前回の研究と異なる部分を中心に述べる．

Step1.1: 3D 都市空間の構築 

前回の研究と同様に，ゲームエンジン Unity を使用して対象

都市の 3 次元モデルを構築・利用する． 

図 1. 提案手法のフレームワーク 

Step1.2: 全方位画像の撮影 

Part2 のアンケート調査や推定深度画像のパラメータを決

定するために用いる実際の風景の全方位画像と，Step1.1 で作

成した2つの都市モデルから撮影する全方位画像を用意した． 

実際の風景の全方位画像は住吉区エリアで撮影を行った．

撮影に Richo THETA Z15)を，GPS の計測に Drogger GNSS DG-

PRO1RWS 6)を用い，晴れの日を選んで撮影を行い、その中か

ら 200 枚を選択した．選択した撮影地点を図 2 に示す． 

次に CG モデルの全方位画像の撮影を行う．GPU の深度バ

ッファから深度マップを生成するには，深度を測定する範囲

と，使用する距離変換関数を決定する必要がある．人間の感覚

尺度は一般的に対数スケールで近似される． また，今回撮影

した地点から距離の計測を行うと対数で表すことが可能であ

ったため，今回の研究では線形（100m）のみでなく非線形（log）

に距離を算出することを目指した（図 3）． 

Step1.3: 全方位 RGB 画像のスタイル変換 

CG の RGB 画像をよりストリートビュー画像に近づけるた 

図3  対数関数（左）と線形関数（右）を用いた深度マップ 

深層学習による街路空間の深度推定と景観評価への応用

           衣川雛（居住システム学研究室）

11.情報システム技術―5.図形処理・画像処理

pix2pix，ResNet，全方位画像，深度マップ，都市景観
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図 2. 全方位画像撮影地点 

●：実験に使用した地点 〇：実験に使用しない地点 

めに，画像のスタイル変換を行う．この時，天候が曇りの画像

では色味が不自然になったため，天候が晴れの画像にのみ変

換を行った．WCT２では，CG の RGB 画像を元画像とし，

theta で撮影した RGB 画像をスタイルの参考画像とした．こ

うして CG の RGB 画像を実写風に変換する（図 4）．  
Step1.4: pix2pix ためのデータセットの実装と学習 

 pix2pix を使用して，全方位画像を，16 分割することで画像

枚数を増量したうえで，深度マップを生成するよう学習させ

る．学習用に渋谷，地方都市の 2 種類の空間データセットと，

青空，曇りの 2 つの空の条件を準備した．それらにそれぞれ

100m の深度マップ，log の深度マップのデータセットを組み

合わせて，表 1 に示すように 8 つのトレーニングデータセッ

トを生成した．最後に，pix2pix の汎化性能を評価するために

生成された画像と正しい画像のピクセルレベルでの誤差は二 

 

 
図 4. CG 画像（上段左），近似構成要素をもつ全方位画像（上段右） 

WCT2 によってスタイルを変換した CG 画像（下段）の例 

表 1. 学習に使用される 8 つのモデル 

Spacial model Sky model Depth type 

Local city cloudy 100m 

  log 

 sunny 100m 

  log 

Shibuya cloudy 100m 

  log 

 sunny 100m 

  log 

乗平均平方根誤差（RMSE）によって評価される． 

Step1.5: 学習したpix2pixを使用したSV画像の全方位深度マッ

プの生成 

全方位GSV画像を学習済みのpix2pixモデルに入力し，生成さ

れた深度マップを取得した．Step1.2で撮影した合計200枚の全方

位画像を使用して深度マップを生成した． 

Step2.1: 印象評価実験 

Googleフォトを用いてオンラインで印象評価実験を行う．被験

者は建築系の学生 20 名とそれ以外の様々な職種の成人 20 名

とした．またこの際，1 枚の画像をちょうど 10(5*2)人で評

価するよう，各被験者にランダムに画像を割り当て提示し

た．今回の実験では積田 8)の研究を参考にして質問を①立体

性因子②統一性因子③開放性因子の３項目とし，それぞれを

4 段階で評価した．本研究ではそれらの平均値を画像の持つ

スコアとして扱う． 

Step2.2: SVからのRGBD画像の生成とフィルタリング 

 上記のpix2pixによるトレーニング済み深度マップ生成モデルを

使用して，印象評価実験で使用された200枚の全方位画像のそれ

ぞれに対して深度マップが生成された． 深度マップの生成は，

Localcity_sunny_logモデルを使用して実行された．前回の研究と

同様に，SSを使用して深度マップの空の部分のノイズをフィルタ 
リングする．また，実験には上記のマスク処理を行った推定深度

マップのほかに３チャンネルのRGB情報を1チャンネルで保持す

るグレースケールの画像と，１チャンネルで明度によって属性を 

    

図 5. トブラー形式の深度画像（左），SS 画像（中央）， 

グレースケール画像（右） 
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表 2 実験を行った画像チャンネル組み合わせ 

 1ch 2ch 3ch 4ch 5ch 

ResNet-18 r ds rgb rgbd rgbds 

 g  dys rgbs  

 b     

 d     

 s     

ResNet-50  ds rgb rgbs rgbds 

   dys   

表したSS画像を用意した（図5）． 

Step2.3: CNNを使用した印象評価値推定モデル 

 撮影した全方位RGB画像，推定深度画像，SS画像，グレース

ケール画像を使用して，印象評価実験で得られた各スコアを予測

するCNNモデルを構築する．今回は，各画像の印象評価平均値を

目的変数とする回帰モデルとして学習させた．CNNとしては

Resnet18とResnet50を使用した．実験には r，g，b，d（深

度），s（SS），y（グレースケール）の６つの要素を使用した．実

験を行った組み合わせを表2に示す．yは rgbと同様に色の情報を

表すため，rgbと同時に扱わないようにした．また，結果の見込ま

れるモデルのみResNet-50でも実験を行った． 

 また，スコア実験で得られたスコアには個人の嗜好等によるば

らつきが見られた．ばらつきが大きすぎると推定が困難になって

しまい，深度マップを使用する実験としての目的と外れてしまう

ため，今回はばらつきを抑えるために外れ値を削除した値で実験

を行った． 

 
３．結果 

3.1. pix2pixの学習結果（Step1.4） 

生成されたテストデータの深度マップの例を図6に示す．誤差

が比較的低く，視覚的類似性が高いため，pix2pixHDによる距離 

図6  Localcity_sunny_100m で生成された深度マップの例 

   
（1.7）       （2.9）        （3.7） 

   
（1.5）       （2.9）        （3.9） 

   
（1.3）       （2.8）        （3.9） 

図 7 立体感（上段）統一感（中段）開放感（下段）の印象評価値の例 

表 3 200 全方位画像の印象評価値平均の基本統計 

 min median mean max std 

立体感 1.7 2.9 2.84 3.7 0.424 

統一感 1.5 2.5 2.55 3.9 0.449 

開放感 1.3 2.8 2.70 3.9 0.582 

推定は，同じドメインの画像の場合に高い汎化性能を持つと結論

付けられる． 

3.2. GSVによる学習済みpix2pixモデルの検証結果（Step1.5） 

今回の実験では、空部分の誤推定が見られることや，過学習し

ていくと地面の部分に黒い模様が見られることがあった．最も視

覚的に有効な結果はLocalcity_sunny_logモデルであったため，以

下の実験ではこのモデルを使用する． 

3.3. 印象評価実験の結果（Step2.1） 

表3に200枚の全方位画像の各印象の印象評価値平均の基本的

な統計を示す．印象評価値平均は，各画像について40人の被験者

の各印象評価値の平均値をとったものである．図7には，3項目そ

れぞれで印象評価値の高かった画像，低かった画像，中程度の画

像例を示した． 

図8-に３因子の印象評価値の平均と標準偏差の散布図を示す。

これらによると，立体感では評価値が平均よりも低くなるほど被

験者間の評価のばらつきが大きくなることがわかった。 

3.4. 印象評価値推定モデルの結果（Step2.3） 

今回の実験では検証用のデータでmse + (1-R2)の最小値を取った

モデルをベストモデルとした．開放感ではdysの3チャンネルモ

デルが最も優れた精度をスコアを出しており，それぞれ立体感で

はdの1チャンネルモデルが，統一感では rgbdsの5チャンネル

モデルが最良の結果を出している．また，総合的にはdysの3チ

ャンネルモデルか，ResNet50を使用した rgbdsの5チャンネル 
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図8 それぞれの評価値の平均と標準偏差の散布図 

図9 立体感の平均と標準偏差の散布図 

図 全印象評価値スコアの統計の散布図

モデルがベストモデルとなった．

４．おわりに 

 本研究では，pix2pix を用いて CG が作成した全方位画像と

深度マップの各ペアを学習することにより，都市景観の全方 

位画像から全方位深度マップを生成する手法を開発した．次

に、回帰分析を用いて深度マップの有無でどの程度パフォー

マンスが変化するのかを検証した。

CG を使った深度推定の場合 Pix2pixHD は以前よりも誤

推定の少ない画像を生成できた。一方実際の全方位画像から

生成する際は CG の際と比べて精度が少し劣ることが確認さ

れた。

また、深度マップの有用性を確かめる印象評価実験の評価

値予測モデルでは、全項目のベストモデルに d が入ってお

り，rgb のみのモデルよりも精度が高くなっていることか

ら，深度マップの有用性が示唆されたと考えられる．また，

s を用いたモデルも良好な精度を出しており，SS 情報と深度

情報を組み合わせることで，僅かながら rgb の情報をしのぐ

ほどに，空間の特徴を説明できるということがわかった．そ

のため，街路空間の嗜好予測等に関しては，空間の色や素材

に加えて幾何情報や空間構成要素を考慮する必要があると結

論付けられる．
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